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Resumen: Este artículo presenta el desarrollo y aplicación de un esquema para la detección 
de fallas en centrales termoeléctricas. El esquema consiste en generar residuos mediante la 
diferencia que existe entre las mediciones actuales de la planta y un predictor basado en 
redes neuronales. Las redes neuronales fueron entrenadas con datos saludables obtenidos de 
un simulador de alcance total que reproduce fielmente el comportamiento del proceso y que 
además se utiliza para capacitar a los operadores de las centrales termoeléctricas. El 
esquema es probado fuera de línea empleando datos de falla obtenidos con el simulador. El 
trabajo constituye la etapa inicial del desarrollo de un sistema de diagnóstico, el cual se 
pretende incorporar a un sistema inteligente de ayuda para que un operador pueda 
reconocer una falla tan bien como lo haría un experto. 
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1.  INTRODUCCIÓN 
 
El mejoramiento en la operación de las centrales 
termoeléctricas, es una preocupación permanente de 
todas las instancias que intervienen en el proceso de 
generación, ya que una mejor operación siempre es 
traducible en beneficios financieros, así como de 
bienestar colectivo. 
El diagnóstico de fallas en centrales termoeléctricas 
es una tarea realizada comúnmente por un operador 
experto. El operador logra reconocer las fallas 

tipificadas mediante la observación de las tendencias 
en ciertas variables. Una vez que la falla se ha 
presentado, el operador se encarga de tomar las 
acciones correctivas para estabilizar la unidad hasta 
su reparación [CFE, 1997].  
Los métodos basados en el modelo han dominado el 
área de diagnóstico de fallas durante muchos años 
[Willsky, 1976, Patton et. al., 1989, Frank, 1990 y 
Patton, 1991]. Esta clase de métodos emplean un 
modelo matemático del sistema monitoreado, el cual 
se obtiene a partir de principios físicos. Su 
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desventaja principal es la de ser sensibles a errores 
de modelado, variación paramétrica, ruido y otras 
causas de perturbaciones.  
El éxito de los métodos convencionales es altamente 
dependiente de la calidad de los modelos y a pesar 
de que un modelo matemático es la descripción del 
desempeño de un sistema, obtener el modelo preciso 
de un sistema no lineal complejo es difícil de 
realizar en la práctica. 
Como las relaciones entre los parámetros de un 
sistema o los patrones descriptivos de su 
funcionamiento pueden emplearse en la detección de 
fallas, las redes neuronales ofrecen una 
aproximación efectiva en la detección. Además, la 
respuesta de un sistema no lineal depende no solo de 
una entrada en particular sino de varias de ellas 
[Wang et. al., 1994]. Una arquitectura adecuada y 
suficientes datos de entrenamiento permiten que las 
redes neuronales puedan utilizarse para representar 
el comportamiento dinámico de sistemas no lineales 
complejos. Las redes pueden proporcionar 
estimaciones muy precisas de la salida del sistema a 
partir de las entradas. 
Con base en lo anterior, este trabajo muestra la 
viabilidad y funcionalidad de la primera etapa de 
una estrategia de diagnóstico de fallas en centrales 
termoeléctricas mediante la aplicación de redes 
neuronales. La estrategia es probada fuera de línea. 
A futuro, se pretende realizar una segunda etapa para 
aislar la falla y obtener así un mecanismo completo 
de diagnóstico que pueda incorporarse a un sistema  
inteligente de ayuda para los operadores de centrales 
termoeléctricas.  
 

2. DESCRIPCIÓN DEL PROBLEMA 
 
El análisis y diagnóstico de fallas es una actividad 
que sirve al operador de las centrales termoeléctricas 
para que tome las acciones correspondientes, 
manteniendo la continuidad de la generación, 
evitando daños y pérdidas tanto humanas como 
materiales. La figura 1 muestra el diagrama de una 
central de este tipo e ilustra su complejidad. 
Algunas de las fallas más frecuentes que ocurren en 
las centrales termoeléctricas pueden agruparse en  
 

• Fallas relacionadas con el control de 
temperatura de vapor sobrecalentado y 
recalentado. 

• Fallas relacionadas con el control de 
combustión y 

• Fallas relacionadas con el nivel del domo. 
 
Para comprender la naturaleza del primer grupo de 
fallas es necesario describir, en forma general, el 
funcionamiento del sistema caldera-agua y vapor 
sobrecalentado – recalentado. El diagrama de este 
sistema es el que se muestra en la figura 2. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
Fig. 1: Diagrama de una central termoeléctrica. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Fig. 2: Sistema agua-caldera y vapor recalentado-
sobrecalentado 
 
La finalidad de este sistema es producir el vapor en 
las paredes de agua, hacerlo pasar por los bancos de 
sobrecalentamiento para darle la energía suficiente, 
la cual será transferida a la turbina. Una vez que el 
vapor ha realizado su trabajo en la turbina de alta 
presión, se recalienta a fin de restaurarle sus 
propiedades térmicas para reutilizarlo en las turbinas 
de presión intermedia y baja presión.   
Este sistema incorpora dos lazos de control, el de 
temperatura de vapor sobrecalentado y el de 
temperatura de vapor recalentado. El primero de 
ellos, regula el flujo de agua de atemperación para 
mantener la temperatura del vapor sobrecalentado en 
el punto de ajuste requerido por la turbina; en tanto 
que el segundo actúa sobre la posición de los 
quemadores para mantener la temperatura del vapor 
recalentado en su punto de ajuste. 
Una de las fallas que pertenecen a este grupo es la 
rotura de tubos con pared de agua. Cuando esta 
falla se presenta, el nivel del domo tenderá a 
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disminuir. El control del nivel del domo responderá 
tratando de mantenerlo mediante el incremento del 
flujo de agua de alimentación. Sin embargo, cuando 
este flujo resulte insuficiente el nivel se abatirá, 
pudiendo llegar a operar el disparo del generador de 
vapor. En caso de que esta última protección no 
opere, se corre el riesgo de que el resto de los tubos 
con pared de agua se queden sin refrigeración y en 
consecuencia sufran daños. 
La falla provoca que la presión del domo disminuya 
por el decremento de la producción de vapor. 
Posteriormente, causará desviaciones al vapor 
sobrecalentado y recalentado aumentando éstos su 
temperatura pero disminuyendo su presión. El 
control de combustión al recibir la medición de baja 
presión de vapor sobrecalentado, enviará señales 
para incrementar el flujo de aire y el de combustible 
provocando que la presión en el hogar aumente. Si la 
presión en el hogar aumenta demasiado puede 
alcanzar al valor de disparo del generador de vapor.   
Si el operador de la central no ejecuta manualmente 
las acciones correctivas que corresponden a esta 
falla, se pueden dañar los tubos adyacentes en las 
paredes del hogar, existirán esfuerzos térmicos por 
la nula o baja circulación a través de los tubos 
dañados, además de las altas temperaturas. También, 
se sometería a esfuerzos térmicos y empujes axiales 
a la turbina por condiciones de baja presión y alta 
temperatura del vapor, pudiendo provocarse 
rozamientos entre partes fijas y móviles, fisura o 
erosión por la formación de humedad, siendo más 
crítico en los últimos pasos de la turbina de baja 
presión. 
De acuerdo con esta problemática y considerando la 
dificultad de desarrollar un modelo matemático 
basado en leyes físicas que describan el proceso, 
surge la necesidad de desarrollar un mecanismo que 
utilice técnicas de inteligencia computacional en la 
detección de fallas. Con este fin, se propone utilizar 
redes neuronales ya que son capaces de representar 
relaciones complejas entre sus entradas. 
 
3. DESARROLLO DEL ESQUEMA PARA LA 
DETECCIÓN NEURONAL DE FALLAS 
 
La estrategia de detección consiste en la 
comparación entre las mediciones de la planta y los 
valores proporcionados por un predictor basado en 
redes neuronales. La diferencia entre estos dos 
valores se conoce como residuo y constituye un 
buen indicador para la detección de fallas. Este 
residuo es calculado como 
 

( ) ( ) ( )r k x k x k
∧

= −                         (1) 
 

donde: 

( )x k , corresponde a las mediciones de la planta y 

( )x k
∧

, corresponde al valor proporcionado por el 
predictor neuronal. 
 
Los residuos generados en esta forma son 
independientes del estado de operación del sistema 
bajo condiciones de operación nominal de la planta. 
En ausencia de fallas, los residuos reflejan 
solamente ruido y dinámicas  no modeladas. Cuando 
ocurre una falla, los residuos se desvían de cero 
siguiendo trayectorias diferentes [Chen y Patton, 
1999]. 
 
3.1 Generación residual basada en redes neuronales 
 
Para la generación residual, un predictor neuronal 
reemplaza al modelo analítico que generalmente 
describe al proceso bajo condiciones de operación 
normal, saludable o libre de fallas. La obtención del 
predictor mediante redes neuronales se basa en la 
teoría de identificación para sistemas dinámicos con 
estructuras no lineales [Nørgaard, et. al., 2000].  
Para lograr la identificación se requiere la 
adquisición de datos experimentales de la planta. 
Los datos experimentales pueden obtenerse del 
propio proceso o con la ayuda de un simulador de 
alcance total que sea suficientemente representativo 
de la planta.  
En el presente trabajo, se utilizó esta última 
alternativa ya que permite generar la base de datos 
de una forma expedita, en comparación con la 
utilización del proceso real. Cabe señalar, que en el 
caso de la adquisición de datos para diversas 
situaciones de falla, el simulador es de especial 
importancia porque estos  datos generalmente no 
están disponibles, ni son deseables en el proceso real 
y pueden emplearse para probar la eficacia del 
generador residual. 
Cuando el proceso de entrenamiento de la red o de 
las redes que integran el predictor neuronal haya 
finalizado, éste último puede utilizarse para generar 
residuos como se ilustra en la figura 3. 
 
3.2 Obtención del predictor neuronal 
 
El predictor fue diseñado usando cinco modelos 
basados en redes neuronales, los cuales fueron 
entrenados mediante el Algoritmo de Levenberg-
Marquardt. El entrenamiento de las redes neuronales 
se realizó con datos saludables obtenidos del 
simulador y con el esquema serie-paralelo mostrado 
en la figura 3. Cada red neuronal es del tipo 
perceptrón multicapa. Tienen una capa oculta de 
neuronas cuyas funciones de activación son 
tangentes hiperbólicas, y una sola neurona con 
función de activación lineal en la capa de salida.  
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Fig. 3: Esquema para el entrenamiento y aplicación 
de redes neuronales para la generación de residuos. 
 
Los modelos fueron obtenidos empleando el 
Toolbox NNSYSID [Nørgaard, 1997]. Cada modelo 
neuronal tiene ocho entradas y una salida. Además, 
poseen una estructura NNARX: 
 

1 1 1 1 1 1 1 2 2 8 8

2 2 2, 2 2 1 1 2 2 8 8

3 3 3 3 3

( ) [ , ( 1), , ( 6), ( 1), , ( 6), ( 1), ( 6), , ( 1), , ( 6)]

( ) [ ( 1), , ( 6), ( 1), , ( 6), ( 1), ( 6), , ( 1), , ( 6)]

( ) [ , ( 1), ( 2)

x k FW x k x k u k u k u k u k u k u k

x k F Wx k x k u k u k u k u k u k u k

x k F W x k x k

∧

∧

∧

= − − − − − − − −

= − − − − − − − −

= − − 1 1 2 2 8 8

4 4 4 4 4 1 1 2 2 8 8

5 5 5 5 5 1 1 2 2

, ( 1), ( 2), ( 1), ( 2), , ( 1), ( 2)]              

( ) [ , ( 1), ( 2), ( 1), ( 2), ( 1), ( 2), , ( 1), ( 2)]

( ) [ , ( 1), ( 2), ( 1), ( 2), ( 1), (

u k u k u k u k u k u k

x k F W x k x k u k u k u k u k u k u k

x k F W x k x k u k u k u k u

∧

∧

− − − − − −

= − − − − − − − −

= − − − − − 8 82), , ( 1), ( 2)]k u k u k− − −

 

(2) 
donde las variables de entrada son 
 
u1(.) = Flujo de combustible (%) 
u2(.) = Flujo de aire(%) 
u3(.) = Flujo de agua de condensado (LPM) 
u4(.) = Flujo de agua de atemperación (Kg/s) 
u5(.) = Flujo de agua de alimentación (T/H) 
u6(.) = Flujo de repuesto al condensador (LPS) 
u7(.) = Flujo de vapor de agua (LPM) 
u8(.) = Angulo de inclinación de quemadores  (G) 
 
en tanto que las variables de salida son 
 
x1(.) = Carga de unidad (MW) 
x2(.) = Presión de hogar (Pa) 
x3(.) = Nivel del domo (m) 
x4(.) = Temperatura de vapor recalentado (ºK) 
x5(.) = Temperatura de vapor sobrecalentado (ºK) 
 
y Wi representa los pesos de cada red neuronal. 
 
La figura 4 muestra los datos de entrenamiento 
obtenidos del simulador con un período de muestreo 
de 1 s y que fueron empleados para la obtención del 
modelo neuronal de la carga de la unidad. Se realizó 

una prueba de validación con datos frescos para este 
modelo cuyos resultados se muestran en la figura 5. 
El proceso de entrenamiento y validación se realizó 
para los otro 4 modelos del predictor, obteniéndose 
errores de predicción del orden del 1%.  
De acuerdo con el esquema de generación de 
residuos, el predictor neuronal trabaja en paralelo 
con la planta y las expresiones descritas en (2) 
quedan ahora como: 
 

1 1 11 1 1 1 2 2 8 8

2 2 22 2, 1 1 2 2 8 8

3 33 3

( ) [ , ( 1), , ( 6), ( 1), , ( 6), ( 1), ( 6), , ( 1), , ( 6)]

( ) [ ( 1), , ( 6), ( 1), , ( 6), ( 1), ( 6), , ( 1), , ( 6)]

( ) [ , ( 1),

x k FWx k x k u k u k u k u k u k u k

x k FWx k x k u k u k u k u k u k u k

x k FWx k x

∧ ∧ ∧

∧ ∧ ∧

∧ ∧ ∧

= − − − − − − − −

= − − − − − − − −

= − 3 1 1 2 2 8 8

4 4 44 4 1 1 2 2 8 8

5 5 5 5 5 1 1 2 2

( 2), ( 1), ( 2), ( 1), ( 2), , ( 1), ( 2)]

( ) [ , ( 1), ( 2), ( 1), ( 2), ( 1), ( 2), , ( 1), ( 2)]

( ) [ , ( 1), ( 2), ( 1), ( 2), ( 1), ( 2),

k u k u k u k u k u k u k

x k FW x k x k u k u k u k u k u k u k

x k FWx k x k u k u k u k u k

∧ ∧ ∧

∧

− − − − − − −

= − − − − − − − −

= − − − − − − 8 8, ( 1), ( 2)]u k u k− −

 

(3) 
 

Las figuras 6 a 10 muestran el desempeño de los 
modelos neuronales definidos en (3). Los datos que 
se reproducen en esta prueba incluyen cambios de 
carga y variaciones en el nivel del domo. 
 
4. APLICACIÓN DEL ESQUEMA DE 
DETECCIÓN NEURONAL 
 
Enseguida y a manera de ejemplo, se aplicará el 
esquema de detección neuronal a la falla rotura de 
tubos con pared de agua mediante la generación de 
residuos  fuera de línea. Para realizar la detección, se 
capturaron datos de la falla mediante el simulador de 
alcance total. La falla se simuló para un 75% de 
carga inicial de unidad (225 MW), un porcentaje de 
severidad del 15%, un retardo de 2 minutos, un 
tiempo de evolución de falla de 3 minutos y tiempo 
de simulación de 8 minutos.   
Las figuras 11-15 muestran los resultados obtenidos. 
La diferencia entre la salida del predictor neuronal y 
las mediciones de la planta es próxima a cero 
durante los primeros 120 segundos. Este lapso de 
tiempo corresponde al retardo de 2 minutos (tiempo 
que transcurre antes de que aparezca la falla) el cual 
se definió en la simulación de la falla. Después de 
este lapso, los residuos se desvían de cero en 
trayectorias diferentes, detectándose así la falla.  
 

5. CONCLUSIONES 
 
Con base en los resultados obtenidos, se concluye 
que el predictor basado en redes neuronales detecta 
eficientemente la presencia de fallas.  
Como trabajo futuro se requiere probar y validar el 
esquema de generación de residuos operando en 
línea con el simulador de alcance total, y obtener las 
firmas residuales de más fallas para definir una 
estrategia de clasificación mediante redes neuronales 
asociativas o máquinas de vector soporte. 
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Fig. 4: Datos de entrenamiento para identificar la 
carga de la unidad. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Fig. 5: Validación con datos frescos del modelo 
neuronal para la carga de la unidad. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Fig. 6: Desempeño del modelo de carga de unidad. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

Fig. 7: Desempeño del modelo de presión del hogar. 
 

 
 
 
 
 
 
 
 
 
 
 

 
 

 
Fig. 8: Desempeño del modelo del nivel del domo. 

 

 
 
 
 

 
 
 
 
 
 
 
 
 
Fig. 9: Desempeño del modelo de temp. de vap. rec. 

 
 
 

 
 
 
 
 
 
 
 
 
 
Fig.10 Desempeño del modelo de temp. de vap. sob. 
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Fig. 11: Residuo para la carga de la unidad. 
 
 
 
 
 
 
 
 

 
 
 
 
 
 

Fig. 12: Residuo para la presión en el hogar. 
 

 
 
 
    
 
 
 
 
 
 
 
 
 

Fig. 13: Residuo para el nivel del domo. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Fig. 14: Residuo para la temp. de vap. recalentado. 

 
 

 
 
 
 
 
 
 
 
 
 
 

Fig. 15: Residuo para la temp. de vap. sob. 
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